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RESUMO

A evasdo no ensino superior € conceituada como a saida do aluno do curso de graduacao de
maneira definitiva ou temporaria, independentemente do motivo ou causa, sem que tenha sido
diplomado. O fendmeno do abandono escolar produz uma série de problemas para o sistema de
educacdo, bem como para o governo, sendo o desperdicio de recursos financeiros, sociais e
humanos um dos exemplos mais graves. Portanto, a reducdo da taxa de evasdo de alunos € um
dos grandes desafios enfrentados pelas instituicdes publicas de ensino do Brasil na atualidade,
fato que prejudica a gestdo escolar e torna urgente a busca pela solucéo desse problema. Nesse
contexto, a identificacdo de padrdes e perfis de alunos com maior risco de evasdo revela-se
essencial para o desenvolvimento de um plano de mitigacao voltado a reducdo da probabilidade
de abandono do curso pelo estudante. A detecgédo precoce de estudantes propensos a abandonar
seus cursos € crucial para o sucesso de qualquer estratégia de sucesso escolar. Uma das
alternativas é utilizar técnicas de mineracdo de dados para criar um sistema de alerta que
identifiqgue com antecedéncia estudantes com risco elevado de abandono. Isto posto, o objetivo
deste trabalho é desenvolver um método baseado em um framework escolar que torne mais
simples a consulta acerca da possibilidade de um estudante evadir, a partir da utilizagdo de um
algoritmo de mineracdo de dados que pode ser aplicado numa plataforma Web para se tornar
mais eficiente. Para tanto, é utilizada a base de dados académicos de uma instituicdo federal de
ensino com o intuito de executar as etapas de mineracdo para gerar um modelo de previsdo de
evasdo. Por fim, os resultados séo analisados pelos gestores escolares para realizar a tomada de
decisdo em relacdo a permanéncia e éxito. Como resultados, um experimento foi feito,
unificando duas bases como estudo de caso para avaliar o desempenho do modelo de
classificacdo. Diferentes algoritmos de classificacdo foram testados e os modelos gerados com
os algoritmos Logistic Regression e Multilayer Perceptron apresentaram melhor desempenho
preditivo com base nas medidas de acuracia e F1-score.

Palavras-chave: Evasdo Escolar. Mineracéo de Dados. Modelo Preditivo.



ABSTRACT

Dropout in higher education is conceptualized as the student leaving the undergraduate course
permanently or temporarily, regardless of the reason or cause, without having been graduated.
The phenomenon of school dropout produces a series of problems for the education system, as
well as for the government, being the waste of financial, social and human resources one of the
most serious examples. Therefore, reducing the dropout rate of students is one of the great
challenges faced by public educational institutions in Brazil today, a fact that impairs school
management and makes it urgent to seek a solution to this problem. In this context, the
identification of patterns and profiles of students with greater risk of dropout proves to be essential
for the development of a mitigation plan aimed at reducing the probability of student dropping
out of the course. Early detection of students likely to drop out of their courses is crucial to the
success of any school success strategy. One of the alternatives is to use data mining techniques to
create an early warning system that identifies students at high risk of dropping out. That said, the
objective of this work is to develop a method based on a school framework that makes it simpler
to consult about the possibility of a student dropping out, using a data mining algorithm that can
be applied on a Web platform to make it more efficient. For this, the academic database of a
federal educational institution is used in order to perform the mining steps to generate a dropout
prediction model. Finally, the results are analyzed by school administrators to make a decision
regarding permanence and success. As a result, an experiment was carried out, unifying two bases
as a case study to evaluate the performance of the classification model. Different classification
algorithms were tested and the models generated with the Logistic Regression and Multilayer
Perceptron algorithms showed better predictive performance based on accuracy measures and F1-
score.

Keywords: School Dropout. Machine Learning. Predictive Model.
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1. INTRODUCAO
1.1 Contexto

A evasdo no ensino superior € conceituada como a saida do aluno do curso de
graduacdo de maneira definitiva ou temporaria, independentemente do motivo ou causa,
sem que tenha sido diplomado (COSTA, 1991; MEC, 1996; SOUZA, 1999; SOUZA;
OLIVEIRA; GONCALVES, 2003; LOBO, 2012; SOUZA, DA SILVA; GESSINGER,
2016). O fendmeno do abandono escolar produz uma série de problemas para o sistema
de educacdo, bem como para o governo, sendo o desperdicio de recursos financeiros,
sociais e humanos um dos exemplos mais graves (COSTA, 1991; SOUZA, 1999; SOUZA
et al., 2003; SOUZA; DA SILVA; GESSINGER, 2016; ZAGO: PAIXAO; PEREIRA,
2016). Portanto, a reducdo da taxa de evasdo de alunos é um dos grandes desafios
enfrentados pelas instituicGes publicas de ensino do Brasil, na atualidade, fato que
prejudica a gestdo escolar e torna urgente a busca pela solucdo desse problema
(PRESTES; FIALHO, 2018).

Segundo a Sinopse Estatistica da Educacdo Superior, publicada pelo INEP
(Instituto Nacional de Estudos e Pesquisas Educacionais Anisio Teixeira, 2018), as
universidades publicas brasileiras receberam um total de 2.152.752 alunos em 2017. Por
outro lado, de acordo com o levantamento, somente 947.606 estudantes concluiram a
graduacdo no mesmo ano. Uma vez que o nimero de alunos matriculados aumenta a cada
ano (COSTA; DIAS, 2016), a desproporcdo na razdo entrada/saida nas universidades
brasileiras pode elevar ainda mais o desperdicio de recursos publicos, gerando problemas
econdmicos, académicos e sociais (FILHO et al., 2007; SALES; BALBY; CAJUEIRO,
2016).

A evasdo é um grave problema tanto no Brasil quanto no mundo e quando o ensino
superior é analisado, verifica-se que o problema atinge instituices publicas e
particulares, principalmente no Brasil. Segundo o Censo da Educagdo Superior do
Inep/MEC de 2019 foram contabilizados aproximadamente 8,6 milhdes de alunos
matriculados na graduacdo. Apesar do notavel nimero de ingressantes, considerando o
periodo de 2010 a 2019, apenas cerca de 41% deles obtém o certificado de concluséo. Ou
seja, a maioria entra na estatistica de abandono da sala de aula. A taxa de desisténcia é de
aproximadamente 59%. Desses, pouco mais de 75% sao de instituicGes privadas. Por
consequéncia, pesquisadores tém analisado constantemente os fatores de influéncia
relacionados a esse abandono escolar.

De acordo com Prestes e Fialho (2018), a evasdo acompanha a histéria
educacional. Portanto, é necessario que ela seja um dos principais pontos de programas e
planos educacionais que visam a implantacdo de estratégias de monitoramento e de
prevencdo com o intuito de buscar meios de estimular a permanéncia e éxito dos alunos
matriculados. Nesse contexto, € necessario que as instituicbes de ensino superior
conhegam seus indicadores de evasdo. A partir de analises desses indicadores, é possivel
identificar causas ou perfis de alunos que possuem taxas de abandono escolar altas. Desse
modo, €é possivel elaborar politicas, atividades e programas tendo como objetivo a
permanéncia e éxito dos estudantes (HOFFMANN et al., 2019).

Segundo Marquez-Vera et al. (2016), quanto antes forem identificados os
estudantes propensos a evadir, maiores sdo as chances de sucesso na politica de
permanéncia e éxito escolar. Hoed (2016) afirma que € extremamente necessario que a
instituicdo de ensino contenha a evasdo, por estar diretamente associada a perda de
recursos financeiros. A evasao de um aluno em qualquer nivel da educagdo pode custar
néo so a ele e sua familia, mas também pode deixar marcas no futuro da sociedade, no
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crescimento da instituicdo e do pais. Outro ponto € que estudos que permitam detectar
alunos propensos a evadir fazem com que seja possivel elaborar politicas mais focadas
que o incentivem a permanecer e ter sucesso escolar.

Nesse sentido, a identificacdo de padrdes e perfis de alunos com maior risco de
evasdo revela-se essencial para o desenvolvimento de um plano de mitigacao voltado a
reducdo da probabilidade de abandono do curso pelo estudante. Uma das alternativas é
utilizar técnicas de mineracdo de dados no desenvolvimento de sistemas de suporte a
deciséo que visem alertar, com antecedéncia, estudantes com risco elevado de abandono
(FREITAS et al., 2020; NAGY E MONTOLAY, 2018).

A mineracdo de dados consiste na aplicacdo de algoritmos de descoberta de
conhecimento que, sob limitacdes de eficiéncia computacional aceitaveis, identificam e
extraem padrdes e regras ou produzem modelos de classificagdo, ou preditivos, a partir
de um conjunto de dados (FAYYAD; PIATETSKY-SHAPIRO; SMYTH, 1996). Nesse
contexto, técnicas de classificacdo distintas podem ser utilizadas, com o objetivo de
desenvolver modelos preditivos capazes de identificar de forma antecipada possiveis
casos de evasdo, visando facilitar sua mitigacdo (HUTAGAOL et al., 2019; NAGY e
EMONTOLAY, 2018; SANI et al., 2020).

Seguindo esta linha, Barreto (2019) identificou caracteristicas e padrdes de alunos
evadidos em diferentes cursos de nivel superior, utilizando como estudo de caso o0 campus
Campos Centro do Instituto Federal de Educacdo, Ciéncia e Tecnologia Fluminense.
Dessa forma, foi possivel entender os principais fatores responsaveis pelo abandono
escolar dos alunos de cada curso. Os cursos de Bacharelado em Sistemas de Informagéo
e Tecnologia em Sistemas de Telecomunicacdes foram identificados como os cursos com
as taxas de evasdo mais elevadas. Ja o curso de Bacharelado em Arquitetura e Urbanismo
possui uma taxa de evasdo muito pequena.

Ademais, Barreto (2019) identificou os padrdes existentes em relacdo ao perfil
dos alunos que evadiram. Cada curso possui suas particularidades em relacdo a esse perfil,
mas, o ingresso por meio de Vestibular Cota e Sisu Cota, assim como a idade, geralmente
inferior a 23 anos, foram as caracteristicas mais comuns presentes em diferentes cursos.
Além disso, apesar das bases de dados terem ficado com 43 atributos ap6s a realizacéo
de todos os procedimentos de limpeza, apenas nove atributos aparecerem nas arvores de
decisdo. Sdo estes: forma de ingresso de matricula, sexo, idade, coeficiente de
rendimento, turno, diferenca entre a conclusao do ensino médio e o inicio da graduacdo,
cor, tipo de escola de origem e estado civil. Destaca-se que a forma de ingresso de
matricula apareceu como raiz em seis de um total de dez cursos, demonstrando a
relevancia desse atributo na analise da evasdo no contexto estudado.

Os resultados podem servir de base para que 0s gestores escolares atuem nesses
pontos, buscando evitar que a evasao ocorra de forma antecipada. Além disso, 0 método
aplicado ndo é restrito ao campus onde a pesquisa foi aplicada. O mesmo pode ser
utilizado em outros campi do Instituto Federal de Educacéo, Ciéncia e Fluminense, outros
Institutos Federais ou outras institui¢ces de ensino, sejam elas publicas ou privadas.

Existem diversos trabalhos que utilizam mineracdo de dados com o proposito de
identificar perfis de alunos mais propensos a evadir (BARRETO, 2019; FREITAS et al.,
2020; CAMACHO et al., 2020; HUTAGAOL et al., 2019; FERNANDEZ-GARCIA et
al., 2020; Nagy e MONTOLAY, 2018; SANI et al., 2020; PERCHINUNNO et al., 2019),
porém em relacdo a geracdo de modelos de predicdo a partir de um framework escolar
que possibilite a existéncia de uma plataforma colaborativa para predicdo de evasédo no
ensino superior ha muito a ser pesquisado e desenvolvido. Dessa forma, este trabalho
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propde um método baseado em um framework escolar com o intuito de tornar possivel o
desenvolvimento de um modelo de classificacdo, ou classificador, para prever a evasao
em cursos superiores de diferentes instituicdes de ensino. O framework é importante para
delimitar quais s&o os atributos e cursos onde o modelo preditivo pode ser aplicado.

Para tanto, inicialmente, é realizada uma analise exploratoria na base de dados
utilizada por Barreto (2019) com o intuito de propiciar o desenvolvimento do framework.
O framework consiste em um diagrama de classes que contém todos os atributos
identificados na base e que, posteriormente, serdo utilizados no modelo preditivo para
contribuir com a identificacdo de alunos que tém possibilidade de evadir. Além disso, o
framework associa os atributos dos alunos a cursos superiores que podem ser aplicados
no contexto de diferentes instituicdes de ensino, uma vez que sdo atributos presentes em
bases académicas das instituicbes. Com o objetivo de apoiar 0 método, € previsto o
desenvolvimento do prototipo de uma plataforma Web que permite acesso de gestores
escolares para obtencao dos resultados do modelo de forma simplificada e, desse modo,
contribuir para o estabelecimento de politicas de permanéncia e éxito que possam apoiar
a mitigacdo da evasdo dos alunos identificados de acordo com o modelo preditivo.

1.2 Objetivos
1.2.1 Objetivo Geral

O presente trabalho tem o objetivo de propor um método para prever a evasdo
escolar no ensino superior baseado em um framework escolar utilizando mineragéo de
dados para gerar um modelo de classificacéo.

1.2.2 Objetivos Especificos

O objetivo geral desta pesquisa pode ser desdobrado nos seguintes objetivos
especificos:

» Desenvolver um método de predi¢cdo da evasao escolar.
» Elaborar um framework escolar que permita a implementacdo do método;
» Desenvolver um modelo de classificacdo utilizando mineracdo de dados;

* Criar o protétipo de uma plataforma Web de apoio ao método, permitindo uma
execucdo mais eficaz do método;

» Apoiar os gestores escolares na mitigacdo do abandono escolar por meio do
fornecimento de insumos para o desenvolvimento de politicas de permanéncia e éxito.

1.3. Metodologia

Os procedimentos metodologicos utilizados para o desenvolvimento desta
pesquisa séo apresentados na Figura 1.
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Analise Exploratoria da
Base de Dados e testes
Revisdo Bibliografica preliminares com
algoritmos de
classificagcdo

Desenvolvimento do
Método

Desenvolvimento do Desenvolvimento do

Protétipo da Plataforma Modelo de Classificacdo Framework

Figura 1: Etapas da metodologia.
Fonte: Autor.

1.3.1 Reviséo Bibliografica

Esta etapa consiste no estudo bibliografico para constru¢do da fundamentacéo
teorica referente a abordagem proposta e é focada em conceitos e técnicas de mineracao
de dados e da evasdo no ensino superior. A partir disso, o método PRISMA (Preferred
Reporting Items for Systematic Reviews and Meta-Analyses) foi utilizado para selecionar
os trabalhos mais aderentes ao tema deste projeto de dissertacdo (Liberati, 2009). O
objetivo desta etapa é identificar na literatura trabalhos relacionados, além dos principais
algoritmos de classificacdo utilizados nesse contexto.

1.3.2 Andlise Exploratoria da Base de Dados

Nesta etapa foram utilizados dados de uma instituicdo Federal de Ensino entre os
anos de 2017 e 2019 (BARRETO, 2019), em que foram feitos alguns ajustes com a
realizacdo de testes preliminares. Os dados referentes aos anos posteriores, i.e., a partir
de 2020, ndo foram utilizados, pois contemplam informac6es geradas durante a pandemia
de COVID-19 e, devido ao contexto totalmente atipico, devem ser analisadas
separadamente. O objetivo desta etapa é entender os dados utilizados, extraindo algumas
informacBes preliminares, como a quantidade de registros vazios para determinados
atributos, por exemplo.

1.3.3 Desenvolvimento do Método

O método € representado por um modelo de processo de negocio em BPMN
(Business Process Model and Notation). Ele € o conjunto de etapas da proposta desta
pesquisa que consiste no desenvolvimento do framework escolar, modelo de classificacdo
e desenvolvimento do prototipo da plataforma.
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1.3.4 Desenvolvimento do Framework

O framework escolar foi desenvolvido a partir de um modelo conceitual por meio
de um diagrama de classes. O objetivo do framework é dar suporte ao método, permitindo
sua implementacdo em diferentes instituicdes de ensino e cursos superiores.

1.3.5 Desenvolvimento do Modelo de Classificacéo

Apos anélise exploratoria dos dados, definicdo do método e desenvolvimento do
framework, esta etapa consiste na avaliacdo das técnicas, ou algoritmos, de classificacéo
nos dados selecionados para identificar a que apresenta o melhor desempenho e que sera
utilizada para gerar o modelo de classificacéo final. Os modelos avaliados, bem como o
modelo final, foram implementados em Python® e as seguintes técnicas foram testadas:
Decision Tree, Random Forest, Multilayer Perceptron, Support Vector Machine e
Logistic Regression. Estas técnicas sdo amplamente utilizadas em pesquisas desse tipo
(BARRETO, 2019; FREITAS et al., 2020; CAMACHO et al., 2020; HUTAGAOL et al.,
2019; FERNANDEZ-GARCIA et al., 2020; Nagy e MONTOLAY, 2018; SANI et al.,
2020; PERCHINUNNO et al., 2019).

1.3.6 Protdtipo da plataforma

Ap0s geracdo do modelo de classificacdo, o framework pode ser inserido numa
plataforma com interface Web para facilitar a analise dos gestores escolares. Visto que o
modelo foi implementado em Python, para facilitar a integracdo optou-se por utilizar uma
biblioteca para desenvolvimento Web em Python chamado Django?. A plataforma tem o
objetivo de apoiar gestores escolares, a fim de que possam desenvolver politicas de
permanéncia e éxito, através da descoberta de alunos com possibilidade de evasdo. A
interface da plataforma foi desenvolvida, porém ndo foi integrada ao método. Portanto,
h& um protdétipo da plataforma desenvolvido.

! https://www.python.org/
2 https://www.djangoproject.com
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2. REFERENCIAL TEORICO

Este capitulo apresenta o referencial tedrico do trabalho. A Secéo 2.1 apresenta
um panorama geral da evasao escolar no ensino superior, descrevendo um contexto geral,
situacdo atual e principais problemas. A Secdo 2.2 apresenta conceitos de mineracgéo de
dados, iniciando por uma introducdo ao assunto e, na sequéncia, explicando em mais
detalhes a tarefa de classificagdo, com foco no desenvolvimento de um modelo preditivo.

2.1 Evaséo Escolar no Ensino Superior

A evasdo nos cursos de graduacdo das universidades brasileiras representa um
problema complexo que atinge inumeras instituicbes. Existe uma preocupacdo dos
governos e das instituicdes em atenuar os indices de evasdo académica dos cursos por
parte dos estudantes universitarios (MANHAES et al., 2011). Uma pesquisa realizada no
Brasil mostrou que cerca de quarenta por cento (40%) dos alunos da rede publica de
ensino superior estd abandonando os cursos (PESSOAL, 2018). Este grave problema
resulta no desperdicio de dinheiro publico, na ndo assimilacdo do conhecimento
necessario as ciéncias e aos oficios e na abdicacdo de uma conquista individual (SOUZA,
2008).

Além disso, é importante reforcar a relevancia do problema da evasdo, sob a
perspectiva de que ele pode desencadear diversos outros maleficios para as instituigdes,
tais como, problemas inerentes as areas econémica e social, além do descumprimento da
funcdo politica gerencial da instituicdo. Observa-se ainda que a verba para manutencéao
das universidades publicas esta diretamente associada a quantidade de alunos com
matricula ativa (MANHAES et al., 2011). Dessa forma, o orcamento universitario sofre
muitas perdas, dificultando a gestdo institucional, pois 0 numero de docentes, técnicos
administrativos, servicos terceirizados e a estrutura institucional continuam os mesmos,
independentemente do nimero de alunos.

Quando a universidade ndo consegue manter o aluno até o final do curso, pode-se
denominar de fracasso institucional, que inclui desde o docente que nao conseguiu exercer
o0 papel enquanto educador, até os programas e planos estabelecidos pelas Institui¢ces de
Ensino Superior (IES) por ndo cumprir a missao institucional de formar o seu alunado
(DO NASCIMENTO et al., 2018).

Embora existam diversos fatores relacionados a evasao académica, eles podem ser
divididos entre fatores internos e externos a instituicao. Os fatores internos sao ligados ao
curso, e podem ser subdivididos em: infraestrutura, corpo docente e a assisténcia
socioeducacional. Os fatores externos a instituicdo estdo relacionados ao aluno, e sao
exemplificados em: aspectos vocacionais, aspectos socioecondmicos e problemas
pessoais (DA SILVA ZANATO et al., 2018).

Inimeras universidades aplicam testes de vestibular com o objetivo de garantir o
ingresso de estudantes com maior probabilidade de sucesso. No entanto, apesar de todos
os esforgos realizados pelas instituigdes, grande parte dos alunos selecionados passam a
ser enquadrados no grupo com risco de evasdo no decorrer dos cursos em que estdo
matriculados. Nesse contexto, diversos fatores podem influenciar a evasao, como por
exemplo, questbes pessoais, familiares, formagao anterior, aspectos socioecondmicos,
desempenho no curso em que o aluno esta matriculado, entre outros (MASHILOANE E
MCHUNU, 2013).

A busca por entender as causas da evasdo académica e a tomada de medidas
preventivas esta diretamente ligada as especificidades de cada instituicdo de ensino. No
entanto, nem todas as instituicdes conseguem tomar medidas efetivas, pois a identificagéo
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dos fatores que influenciam a evasdo e a atribuicdo de uma ordem de importancia para
esses fatores € um trabalho complexo que esta ligado a analise do conjunto de dados dos
alunos (MANHAES et al., 2011).

No estudo das causas da evasao escolar, uma possivel saida é o uso da descoberta
de conhecimento a partir de dados académicos e socioeconémicos, por meio da utilizacdo
de técnicas de mineracdo de dados. Esse campo de estudo é responsavel pelo
desenvolvimento de métodos para entender de forma mais clara o comportamento dos
alunos e o contexto em que estéo inseridos. O principal objetivo da Mineracdo de Dados
Educacionais (MDE) € aplicar técnicas de mineracdo de dados para criar modelos que
preveem especificamente o abandono escolar (ROMERO e VENTURA, 2010). Portanto,
a MDE nada mais é do que a aplicacdo de técnicas de mineracdo de dados em contextos
educacionais.

2.2 Mineracéao de Dados

Antes mesmo de definir mineracdo de dados, é importante introduzir o processo
de descoberta de conhecimento em bases de dados ou Knowledge Discovery in Databases
(KDD). Segundo Fayyad, Pitatetsky-Shapiro e Smyth (1996), KDD é um processo ndo
trivial de identificacdo de padrdes validos, novos, potencialmente Gteis e compreensiveis
a partir de dados. Para analisar a evasdo escolar a partir de dados, pode ser aplicado o
processo de KDD, em que a mineracdo de dados se constitui em uma das suas etapas.
Nesse contexto, o processo de KDD procura extrair conhecimento de dados para apoiar a
analise de perfis de alunos para geracdo de informacdes e alertas que possam apoiar
atividades preventivas pelos gestores escolares, embasando e agilizando as tomadas de
decisbes (COSTA et al. 2015). A Figura 2 apresenta as cinco etapas envolvidas no
processo KDD, descritas a seguir.

Interpretation /
Evaluation
Data Mining

_ \8" |II
.
‘ N Transformed
‘ — Preprocessed Data Data

larget Date

Transformation

Selection

Figura 2: Etapas do processo de KDD.
Fonte: Fayyad, Pitatetsky-Shapiro e Smyth (1996)

i) Selecdo: envolve a compreensdo do dominio e dos objetivos da tarefa,
juntamente com a coleta e selecdo de dados e identificacdo das caracteristicas, ou
variaveis, que os descrevem, isto €, seus atributos.

i) Pré-Processamento: os dados selecionados geralmente ndo estdo em um
formato apropriado para a execucdo das técnicas de mineracdo de dados,
considerando que eles podem apresentar inconformidades como, por exemplo,
valores faltantes para um ou mais atributos. Por isso, é necessario realizar a
limpeza e tratamento dos dados antes da aplicacdo das técnicas.
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iii) Transformag&o: os dados pre-processados podem ser transformados para um
padrdo que possam ser utilizados pelas técnicas de mineracdo de dados. Por
exemplo, pode ser necessario transformar atributos numéricos, ou continuos, em
faixas de valores.

iv) Mineracdo de Dados: é a etapa que visa extrair regras e padrdes ou produzir
modelos preditivos a partir de dados por meio da aplicacdo de técnicas de
mineracdo de dados.

V) Interpretacdo/Avaliacdo: essa etapa é onde os conhecimentos encontrados sdo
interpretados e poderdo ser usados no suporte ao processo de tomada de deciséo
na &rea de dominio da aplicag&o.

Como visto anteriormente, a mineracdo de dados € uma das etapas do processo de
KDD. De acordo com Fayyad, Pitatetsky-Shapiro e Smyth (1996), a mineracéo de dados
consiste na aplicacao de algoritmos com o objetivo de extrair regras e padrdes ou produzir
modelos preditivos/de classificagdo a partir de dados, mas sofrendo com uma determinada
limitacdo computacional. A natureza interdisciplinar da pesquisa e o desenvolvimento da
mineracdo de dados contribuem significativamente para 0 sucesso de suas extensas
aplicacBes. Para tanto, a mineracdo de dados incorpora muitas técnicas de outros
dominios (Figura 3), como Estatistica, Aprendizado de Méquina (Machine Learning),
Reconhecimento de Padrbes, Banco de Dados, Algoritmos, Computacdo de Alto
Desempenho, entre outras (HAN; PEIl; KAMBER, 2011).

Statistics Machine learning

Database systems

Data warehouse

Information
retrieval

Data Mining

Pattern recognition

Wisualization

Algorithms

Applications

High-performance
computing

Figura 3: Técnicas adotadas pela mineracdo de dados.
Fonte: Han; Pei; Kamber (2011)

O estudo da mineracdo de dados com o objetivo de tratar o problema da evasao
escolar € aplicado no campo de estudo denominado Mineracdo de Dados Educacionais
(MDE). Segundo Baker et al. (2011) a MDE tem como principal objetivo o
desenvolvimento de métodos para explorar conjuntos de dados coletados em ambientes
educacionais, e que possui um grande potencial para melhorar a qualidade do ensino.
Ainda, a MDE pelo seu enorme potencial de transformacéo, pode ser usada para aprender,
prever e compreender o comportamento da aprendizagem, além de ajudar a desenvolver
tecnologias melhores e mais inteligentes para apoiar alunos e professores (BAKER,
2014). Com a utilizacdo da MDE e possivel de forma mais eficaz que a manual,
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compreender os alunos, como eles aprendem, como ocorre a aprendizagem, além de
outros fatores que influenciam na aprendizagem (BAKER et al., 2011).

A mineracdo de dados pode ser aplicada com o objetivo de explicar o passado,
consistindo em uma tarefa descritiva, isto €, para descrever e entender o comportamento
dos dados, por meio de técnicas de clusterizacao (agrupamento de dados) e de extracdo
de regras de associagdo, por exemplo. A mineracdo de dados pode ser aplicada também
com o intuito de prever o futuro, isto é, prever um determinado evento ou classificar os
dados como pertencendo a uma ou mais categorias, ou classes. Nesse caso, a mineragéo
de dados consiste em uma tarefa preditiva, por meio da aplicacdo de técnicas de
classificacdo (para prever um valor categdrico para determinado atributo) e regressdo
(para prever um valor continuo).

As tarefas de mineragdo descritivas fazem uso de um conjunto de dados do
passado e extraem uma série de regras e padrdes que precisam ser analisados por
especialistas (HAN; PEI; KAMBER, 2011). Alguns exemplos sé&o a busca pela
identificacdo de comportamento de clientes e padrbes de compras. Por outro lado, tarefas
de mineragdo preditivas utilizam bases de dados historicas e geram modelos de
classificacdo para fazer previsdes (HAN; PEI; KAMBER, 2011), como a identificacdo de
alunos que podem ou néo evadir, gerando uma resposta direta e objetiva que ndo requer
interpretacéo.

2.2.1 A Tarefa de Classificacao

Segundo Kumar et al. (2018), a classificacdo € a tarefa de atribuir rétulos a
instancias de dados, ou registros, ndo rotulados e um classificador é usado para realizar
tal tarefa. Han, Pei e Kamber (2011) afirmam que classificacao € o processo de encontrar
um modelo (ou fungéo) que descreve e distingue classes ou conceitos de dados. O modelo
é derivado com base na andlise automatica de um conjunto de dados de treinamento, ou
seja, registros para os quais os rétulos de classe sdo conhecidos. O modelo gerado é usado
para prever o rotulo da classe de registros para os quais o rotulo da classe é desconhecido.

A Figura 4 apresenta um exemplo da tarefa de classificagdo, onde tem-se um
conjunto de dados de treinamento com uma série de registros e atributos, além do atributo
classe. Um algoritmo de classificagdo recebera esses dados como entrada com o objetivo
de gerar um modelo de classificacdo. Uma vez que o modelo é desenvolvido, um novo
registro (um dado futuro, desconhecido) pode ser classificado pelo modelo de acordo com
o atributo classe. No exemplo da Figura 4, o conjunto de dados de treinamento possui
nove registros com os atributos estado civil, género, renda familiar e idade, além do
atributo classe evasdo. Nesse caso, 0 objetivo é prever se 0 aluno ird evadir ou ndo de
acordo com suas caracteristicas. Para tanto, um algoritmo de classificacdo é utilizado com
o0 intuito de gerar o modelo preditivo. Com base neste modelo, a medida que novos
registros surgem, é possivel prever se o aluno vai abandonar ou néo.
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Figura 4: Modelo de classificagdo
Fonte: Autor.

De um modo mais formal, os dados para uma tarefa de classificacdo consistem em
uma colecdo de registros denominada conjunto de treinamento. Cada registro é
caracterizado por uma tupla (x,y), em que x é o conjunto de valores de atributos que
descrevem o registro e y é o rétulo da classe do respectivo registro, ou seja, o valor do
atributo alvo que se deseja prever (Figura 5). O conjunto de atributos, incluindo o atributo
classe, pode conter atributos categoricos, numéricos, entre outros (KUMAR et al., 2018).
Segundo Kumar et al. (2018), um modelo de classificacdo € uma representacdo abstrata
da relacdo entre o conjunto de atributos descritivos e o atributo classe. Mais formalmente,
podemos expressa-lo matematicamente como uma funcgdo alvo f que assume como x 0
conjunto de atributos e produz uma saida y correspondente ao rétulo de classe predito
pela funcdo, i.e., y = f(x).

Input Output
Attribute set | 1 pY Claﬁg;::ltlnn [ 1 % Class label
(x) (¥)

Figura 5: lustracdo de uma tarefa de classificagéo.
Fonte: Kumar et al. (2018).

A geracdo de um modelo de classificacdo corresponde as etapas de treinamento e
avaliacdo do modelo, verificando se ha um nivel de confianca aceitdvel (HAN; PEI;
KAMBER, 2011), isto €, medindo o desempenho preditivo do modelo treinado. Os
algoritmos de classificagcdo podem alcancar resultados extremamente eficientes gerando
modelos treinados a partir de grandes conjuntos de dados (BISHOP, et al., apud BELEM,
etal., 2019).

Para medir o desempenho de um modelo de classificagdo, alem do conjunto de
dados usado para treinamento do modelo, é importante que haja um conjunto de dados
apenas para teste, denominado conjunto de teste. Este conjunto consiste em uma colecéo
de registros rotulados que ndo foram usados para treinar o modelo, visto que o modelo
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aprendido pode resultar em estimativas otimistas enganosas devido a especializacdo do
algoritmo de aprendizado (KUMAR et al., 2018).

De acordo com Kumar et al. (2018), existem quatro medidas essenciais usadas no
calculo de muitas métricas de avaliacdo. Entendé-las torna mais fécil o entendimento
dessas métricas. Os registros positivos sdo os de interesse, ou seja, alunos evadidos no
caso deste trabalho. J& os registros negativos correspondem aos registros dos alunos que
ndo evadiram, ou seja, 0s alunos concluintes.

e Verdadeiro positivo ou true positive (TP): referem-se aos registros positivos
que foram rotulados corretamente pelo classificador, em que TP representa o
numero de verdadeiros positivos.

e Verdadeiro negativo ou true negative (TN): sdo 0s registros negativos que
foram rotulados corretamente pelo classificador, em que TN representa o
numero de verdadeiros negativos.

e Falso positivo ou false positive (FP): s@o os registros negativos que foram
rotulados incorretamente como positivos, em que FP representa o nimero de
falsos positivos.

e Falso negativo ou false negative (FN): sdo os registros positivos que foram
erroneamente rotulados como negativos, em que FN representa o numero de
falsos negativos.

A Tabela 1 apresenta quatro métricas de avaliacdo e suas respectivas formulas, a
saber: i) acurécia, ii) recall, iii) precision e iv) F1-score. A acuracia consiste na soma dos
verdadeiros positivos (TP) com os verdadeiros negativos (TN) dividida pelo total de
registros positivos e negativos, i.e., 0 nimero total de registros da base. Recall é uma
métrica de avaliacdo dos positivos, onde basta-se dividir o ndmero de positivos
verdadeiros pelo total de positivos mais negativos. Precision, por sua vez, considera 0s
positivos verdadeiros divididos pela soma dos positivos verdadeiros com falsos positivos.
Por fim, a medida F1-score, multiplica precisdo por recall e depois por dois, além de
dividir pela soma de previsdo por recall.

Medida de Avaliagédo Formula
L. TP +TN
Acuracia -
P+ N

TP
Recall _—
TP +TN

- TP
Precision N
TP + FP

2 X precisdo X recall
F1-score —
precisdo + recall

Tabela 1: Medidas de avaliacéo.
Fonte: Adaptado de Kumar et al. (2018).
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2.3. Andlise da pesquisa de Barreto (2019)

A motivacdo e embasamento do presente trabalho surgiu da pesquisa de Barreto
(2019) tendo em vista a utilizacdo da mesma base de dados e a deteccdo de perfis de
evasdo em cursos superiores de uma instituicdo de ensino por meio da mineracdo de
dados, os quais foram analisados por gestores para melhoria da politica de permanéncia
e éxito. A proposta € avangar um pouco mais a pesquisa, com um intuito de desenvolver
um modelo de classificacdo a partir do trabalho desenvolvido anteriormente. Barreto
(2019) teve como objetivo identificar padroes nos dados de alunos evadidos de cursos
superiores por meio da aplicacdo de técnicas de mineracdo de dados, utilizando como
estudo de caso o campus Campos Centro do Instituto Federal de Educacédo, Ciéncia e
Tecnologia Fluminense. Para tanto, foram realizadas as seguintes etapas: definicdo dos
objetivos da mineracdo de dados; selecdo de dados do sistema académico; extragéo de
dados desse sistema; pré-processamento, quando foram realizadas todas as tarefas
relativas a limpeza dos dados e demais procedimentos necessarios para prepara-los para
a etapa de mineracdo; mineracdo de dados, quando os dados foram submetidos a
algoritmos a fim de encontrar padrbes e, por fim, interpretacdo de resultados, quando
foram analisadas as informacGes descobertas por meio da etapa de mineracdo de dados.

Apos o pre-processamento, a base de dados utilizada por Barreto (2019) contém
43 atributos e 923 registros. A Tabela 2 apresenta os atributos e seus respectivos
dominios.

Atributo Dhomi o

Ano Conclusao 1_grau Nimero natural

ANO COMCLUSAO 1 GRAU Nimero natural

ano letivo im Nimero natural

clPeriodo Let im Nimero formatado (Ex.: 2017/2)

COD NACIONALIDADE Texio

Coeficiente Rendimento Nimero decimal

Desc Area Procedencia Escola Ongem [Fural | Urbana ]

Desc Cor [NPD | Outros]

Lp0_CUrso [Bacharelado | Licenciatura | Tecnologia|
[Arg. e Urb. | Ciéne. da Nat. | D. Grifico | Eng.

desc_curso Cont. Aut. | Geografia | Letras | Manut. Ind.

Matemdtica | Sist. de Inf. | Sist. de Telecom. ]

[Solteiro | Casado | Divorciado | Outro | Separado

Desc_Estado_Civil Unidio Estivel | Vidvo]

[Solteiro | Casado | Divorciado | Outro | Separado

Desc_Estade Civil Pais Unido Estivel | Vitivo)

[Portadores de Diploma | Sisu Ampla Concorréncia
| Sisu Cota | Sisu PCD | Transferéncia Externa |
Transferéncia Interna | Vesubular Ampla
Concorréncia | Vestibular Cota]

Desc Forma_Ingresso Matricula

[Até 1 salirio | 1 a 2 saldrios |2 a3 salinos | 3a 5
Desc_rendafamiliar salarios | 5 a lo salinos | 10 a 20 salarios | Mais de
20 saldrios | Nio declarado]

[Menos de 1 salirio minimo | 1 salirio minimo | 2
. salarios minimos | 3 saldrios mimmos | 4 salanos
Desc Renda Per Capita minimos | De 5 a 6 salirios minimos | De 7 a 10
salirios minimos | Nio Declarado]

[RFP <= (0,5 5M | 0,5 SM < RFP <=1 5M | 1 5M
< RFP <= 1.5 5M| 1.5 5M < RFP <= 2,5 8M | 2,5
SM < RFP <= 3 3M | RFP > 3 5M | Niio
Declarado]

Desc Sil_matricula [Cancelado | Concluido | Egresso | Evasio]

Desc Renda Per Capita S1G

Desc Sit_matricula_Periodo [Aprovado | Reprovado | Egresso | Evasiio]




Atributo

Divminio

Desc Tip Forma Ingresso Matricula Periodo

[Reabertura de matricula | Reintegragdio
Renovagio por Aprovacio | Renovagio por
Reprovacdo | Seleclio]

Desc Tipe Escola Origem

[Privada | Pablica Municipal | Pablica Estadual |
Piblica Federal]

Dese Tumo

[Integral | Matutino | Vespertino | Noturno]

GRAU PARENTESCO RESPONSAVEL

[Avé | Tia]

MAE FALECIDA

[0]1]

N_FILHOS

[0]1]2]3 4]

necessidade _anditiva

011]

necessidade fisica

011]

necessidade mental

011]

necessidade multipla
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Tabela 2: Relacédo de atributos de Barreto (2019)
Fonte: Barreto (2019)
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A base de dados utilizada por Barreto (2019) corresponde ao periodo do segundo
semestre de 2017 até o primeiro semestre de 2019. Foram considerados todos 0s cursos
superiores da instituicdo que ja haviam finalizado pelo menos um periodo letivo. A Figura
6 permite uma visualizacdo do cenario de evasdo no periodo estudado. Esse agrupamento
permite uma visdo ampla sobre a evasao nos cursos estudados.
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Figura 6: Demonstrativo de alunos concluintes e evadidos por curso no periodo 2017-2 a 2019-1.
Fonte: Barreto (2019)

A partir destas informacdes foram geradas arvores de decisdo para analisar com
um maior detalhamento o perfil dos alunos evadidos em cada curso com o objetivo de
gerar politicas de combate a evasdo, ou seja, acdes para permanéncia e éxito dos
estudantes. Para gerar os resultados, os cursos foram divididos em bacharelado,
licenciatura e tecnologia.

2.3.1 Bacharelado

O primeiro curso analisado nesta categoria foi 0 Bacharelado em Arquitetura e
Urbanismo. Como o namero de alunos evadidos neste curso é significantemente inferior
ao namero total de alunos (105 concluintes e 23 evadidos), a evasdo se tornou um caso
raro no contexto dessa andlise. Portanto, Barreto (2019) afirma que ndo ha formacao de
um padrdo forte para o estudo da evasdo nesse curso, de modo que as caracteristicas
encontradas podem estar muito aderentes aos poucos alunos que evadiram.

Ja o curso de Bacharelado em Engenharia de Controle e Automacéo possui 102
registros em sua base, dos quais 65 sdo concluintes e 37 evadidos, demonstrando que o
valor concluinte para o atributo classe (atributo Situacdo) é majoritario. A Figura 7
apresenta a arvore de deciséo gerada considerando este curso.
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Figura 7: Arvore de decisio para o curso de Bacharelado em Engenharia de Controle e Automagéo.
Fonte: Barreto (2019).

Foram obtidos dois perfis de evasdo com essa arvore: o primeiro apontou que 17
alunos, de um total de 17 (100% dos registros nessa situacdo) com idade menor ou igual
a 22 anos evadiram. Em relacdo ao quantitativo total de alunos na base, esse valor
corresponde a 16,67%. O segundo perfil encontrado apontou que nove alunos, em um
total de 10, com idade maior que 22 anos e que ingressaram por meio das modalidades
Portadores de Diploma, Sisu (Cota), Transferéncia Externa ou Vestibular (Cota)
evadiram, o que representa uma taxa de evasdo de 90% para 0s alunos com esse perfil. Ja
em relacdo ao total de alunos, esse valor corresponde a 8,82%.

2.3.2 Licenciatura

O primeiro curso de Licenciatura analisado foi Ciéncias da Natureza, cuja arvore
de decisdo é apresentada na Figura 8. Na base de dados, este curso possui 106 alunos, dos
quais 58 concluiram, correspondendo a 54,7%. Além disso, foi observado o Coeficiente
de Rendimento como fator determinante na evasdo de alunos, ou seja, 37 alunos, em um
total de 37 (100% dos casos) com Coeficiente de Rendimento menor ou igual a 4,78
evadiram. Esse valor corresponde a 34,91% do total de registros. Outro perfil de evaséo
também foi descoberto, porém com uma taxa bem menor de evasdo: 52,9%. Nesse
segundo caso, nove alunos, em um total de 17 evadiram, o que corresponde a 8,49% do
total de registros. Estes sdo alunos que ingressaram através das modalidades Portadores
de Diploma, Sisu (Ampla Concorréncia), Sisu (Cota) ou Vestibular (Cota), possuindo
Coeficiente de Rendimento entre 4,78 e 8.
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Figura 8: Arvore de decisio para o curso de Licenciatura em Ciéncias da Natureza.
Fonte: Barreto (2019).

Jad o curso de Licenciatura em Geografia gerou trés perfis de evasdo,
diferenciando-o dos cursos anteriores, como mostra a Figura 9. No primeiro perfil se
encontram alunos com idade menor ou igual a 20 anos. 15 alunos, em um total de 15 que
se enquadravam nessa situacdo evadiram, correspondendo a 100% dos alunos nessa
situacdo (12,93% do total de registros da base). No segundo perfil identificado, ha alunos
cuja idade é maior que 20, possuindo como forma de ingresso as situacdes de Portadores
de Diploma, Sisu (Cota) ou Vestibular (Cota). Nesse perfil, existem 15 alunos em um
total de 19, correspondendo a 78,9%. Ja em relacdo total de registros da base, esse valor
corresponde a 12,93%. No terceiro perfil encontrado estdo os alunos cuja idade é maior
que 31 anos, possuindo como forma de ingresso as situacbes de Sisu (Ampla
Concorréncia), Transferéncia Externa ou Vestibular (Ampla Concorréncia). Nesse Ultimo
perfil, 14 de 22 alunos evadiram, o que equivale a 63,6% dos alunos que estdo nessa
situacéo, correspondendo a 12,07% do total de alunos da base desse curso.
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Figura 9: Arvore de decisdo para o curso de Licenciatura em Geografia.
Fonte: Barreto (2019).
2.3.3 Tecnologia

Em relacdo ao grupo de cursos de Tecnologia, o primeiro analisado foi o de Design
Gréafico. A Figura 10 apresenta a arvore de decisdo gerada, onde sdo encontrados trés
perfis diferentes de evasdo. O primeiro perfil de evasdo esta relacionado a alunos que
levaram até trés anos desde a concluséo do Ensino Médio até o inicio no curso superior,
com idade menor ou igual a 22 anos. O segundo padrdo se refere a alunos que levaram
até trés anos desde a conclusao do Ensino Médio até o inicio no curso superior, com idade
superior a 22 anos, cuja a cor € NPI. Ja o terceiro, abrange alunos que levaram mais de
trés anos desde a conclusdo do Ensino Médio até o inicio no curso superior.
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Figura 10: Arvore de decisdo para o curso de Tecndlogo em Design Gréfico.
Fonte: Barreto (2019).

Em relacéo ao curso de Tecnologia em Manutencédo Industrial, a base possui 82
registros, dos quais 43 sdo referentes a alunos evadidos. Para esse curso, foram
descobertos trés perfis de evasdo (Figura 11). No primeiro perfil, encontram-se alunos
que ingressaram por meio das modalidades Sisu (Cota), Transferéncia Interna ou
Vestibular (Cota). Este perfil se destaca, pois foram identificados 15 alunos, dos quais 15
evadiram, o que corresponde a 100% dos registros nessa situacdo. O valor corresponde a

18,29% do total de alunos do curso. No segundo, ha alunos com idade menor ou igual a
22 anos, que ingressaram por meio das modalidades Portadores de Diploma, Sisu (Ampla

Concorréncia), Transferéncia Externa ou Vestibular (Ampla Concorréncia). Por fim, no
terceiro, aparecem alunos que ingressaram por meio das modalidades Portadores de
Diploma, Sisu (Ampla Concorréncia), Transferéncia Externa ou Vestibular (Ampla

Concorréncia), com idade maior que 30 anos.
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Figura 11: Arvore de decis&o para o curso de Tecnologia em Manutencao Industrial.
Fonte: Barreto (2019).

No caso do curso de Tecnologia em Sistemas de Telecomunicagdes o nimero de
alunos evadidos corresponde quase que a totalidade de estudantes, fazendo com que os
alunos que concluem o curso se tornem um caso raro no contexto dessa anélise. Por esse
motivo, ndo ha formacdo de um padrdo forte para o estudo do sucesso nesse curso, de
modo que as caracteristicas encontradas podem estar muito aderentes aos poucos alunos
que concluiram.

Segundo Barreto (2019), a partir dos resultados encontrados, conclui-se que a
forma de ingresso de matricula apareceu como fator determinante em seis de 10 cursos,
demonstrando a relevancia desse atributo na analise da evasédo no contexto estudado.
Entre os cursos com maiores taxas de evasdo podem ser destacados o curso de
Bacharelado em Sistemas de Informacéo, com 63,6% de evasdo e o curso de Tecnologia
em Sistemas de Telecomunicagdes, com 90%. Em relacéo a esses cursos, 0s alunos que
ingressaram pelas modalidades Vestibular Cota e Sisu Cota aparecem entre os perfis que
mais evadiram, estando presentes nos dois cursos mencionados.

Nesse sentido, as informac6es encontradas permitem diagnosticar caracteristicas
dos perfis dos alunos evadidos de acordo com atributos disponiveis no sistema
académico. No entanto, esta analise foi feita com base no passado. De forma diferente e
complementar, o presente trabalha tem o objetivo de gerar um modelo de classificacdo da
evasdo com base nesses dados historicos, que busca identificar alunos em risco antes que
0 abandono escolar ocorra de fato.
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3. REVISAO BIBLIOGRAFICA
3.1 Aplicacédo do Método PRISMA

Inicialmente, a fim de encontrar trabalhos relacionados ao tema, foi elaborada uma
estratégia de busca a partir de alguns termos e tesauros (Tabela 2). Para tanto, foram
utilizadas as bases de dados Scopus e Web of Science. A escolha da base Web of Science
(WoS) justifica-se pela literatura histérica indexada, enquanto a Scopus privilegia a
literatura recente, sendo superior em numero de revistas indexadas, porém com impacto
menor do que a WoS (CHADEGANI et al., 2013).

Os termos inseridos na consulta nas bases de dados foram Aprendizado de
Maquina, Mineragdo de Dados, Evasdo e Ensino Superior. Os tesauros definidos de
acordo com os termos selecionados podem ser visualizados na Tabela 3.

Aprendizado de Mineragéo de

Termos Maquina Dados

Evasdo Ensino Superior

Higher Education
Higher Learning
Tertiary Education
Tesauros Machine Learning Data Mining Dropout University Degree
Degree Course
Tertiary Degree
Graduation Course

Evasion

Tabela 3: Termos e Tesauros.
Fonte: Autor.

A metodologia utilizada para selecdo de artigos foi a Preferred Reporting Items
for Systematic Reviews and Meta-Analyses (PRISMA). Segundo Liberati (2009), a
metodologia PRISMA ¢é uma diretriz que tem o objetivo de ajudar autores a melhorarem
a qualidade do relato dos dados das pesquisas e orientar a avaliacdo critica de uma revisdo
ou de uma meta-anélise de trabalhos ja publicados.

Critério Descricao

Inclusdo 1 | Referir-se a utilizagdo de técnicas de machine learning e mineracdo de dados.

Abordar a possibilidade de previsdo da evasdo escolar ou analise de desempenho dos

Incluséo 2 . . .
alunos no ensino superior presencial.

Exclusdo 1 | Néo se referir a utilizacdo de técnicas de machine learning e mineracao de dados.

N&o abordar a possibilidade de previsao da evasdo escolar ou anélise de desempenho dos

Exclusdo 2 ) . .
alunos no ensino superior presencial.

Exclusdo 3 | Impossibilidade de acesso ao texto completo.

Exclusdo 4 | Artigos ndo escritos em inglés ou portugués.

Exclusdo 5 | Artigos de revisdo sistemética da literatura.

Tabela 4: Critérios de inclusdo e exclusao.
Fonte: Autor.
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A selecéo de artigos realizada através do método PRISMA foi baseada em alguns
critérios de incluséo e exclusdo descritos na Tabela 4. Os critérios foram aplicados nas
etapas de analise de titulo e resumo e de leitura completa do artigo. Os critérios foram
definidos com o objetivo de encontrar trabalhos relacionados ao tema desta pesquisa.

A Figura 12 demonstra como foi aplicado o método PRISMA. Inicialmente, foram
encontrados 16 documentos na base Scopus e nove documentos na base Web of Science,
aléem de dois documentos oriundos de outras fontes. Posteriormente, foi necessario
remover sete documentos duplicados. Havia 20 documentos encontrados apos a exclusao
de documentos repetidos. Em seguida, os trabalhos foram analisados de acordo com o
conteido presente no titulo e no resumo. Esse procedimento resultou na remocao de nove
artigos. Com isso, restaram 11 documentos que foram avaliados por meio de uma leitura
completa. Apds a leitura, foram retirados trés artigos de acordo com os critérios de
inclusdo e exclusdo. Dessa forma, o resultado foi de oito documentos.

Scopus Web of Science Outras Fontes
16 documentos 9 documentos 2 documentos
[ | |
v
Remogéao de _ | Remogaode?
Duplicados - documentos

v

Apés Remogio
de Duplicados
20 documentos

!

Analise de Titulo Remocao de 9
e Resumo il documentos

v

Trabalhos
Selecionados
11 documentos

Y

Leitura Completa >

Y

Resultado Final
8 documentas

Remacao de 3
documentos

Figura 12: Aplicacdo do Método PRISMA.
Fonte: Autor.

3.2 Trabalhos Relacionados

Os oito trabalhos selecionados ap6s a aplicagdo do método PRISMA sdo descritos
na sequéncia, com excecdo de Barreto (2019) que foi descrito em detalhes na Secéo 2.3.

Freitas et al. (2020) apresentam um framework utilizando internet das coisas para
prever o abandono escolar baseado em dados socioecondmicos usando algoritmos de
classificagdo como arvore de decisdo, Logistic Regression, Support Vector Machines, k-
nearest neighbors (k-NN) e multilayer perceptron. A utilizacdo de dados
socioecondmicos torna possivel identificar no ato da pré-inscricdo quem sdo os alunos
passiveis de evasao no futuro. A abordagem foi validada analisando a acurécia, F1-score,



34

recall e precision. Os resultados mostraram que o sistema desenvolvido obteve 99,34%
de acurdcia, 99,34% de F1-score e 100% de recall usando a arvore de decisdo. Este
trabalho se aproxima desta proposta de dissertacéo pelo fato de projetar uma plataforma
que permite a descoberta de alunos com possibilidade de evasdo, porém sdo incluidos
alguns procedimentos relacionados a internet das coisas, diferenciando-o. Outro ponto
importante é a base de dados utilizada. Em Freitas et al. (2020), foram considerados
apenas dados socioecondmicos enquanto a proposta deste trabalho é incluir dados
académicos.

Camacho et al. (2020) também utilizaram internet das coisas, porém explorando
tecnologias de rastreamento e um reldgio inteligente com o objetivo de realizar uma
analise de aprendizagem dos alunos. Nos experimentos realizados em escolas sdo
identificados diferentes padrdes de comportamento dos alunos, mostrando o progresso e
participacdo deles. Posteriormente, a partir dos dados capturados, visando uma fase de
tomada de decisdo, foram utilizadas técnicas de mineracdo de dados para construir
modelos capazes de explicar os momentos especificos em que ha envolvimento do
estudante. As regras obtidas, que podem ser facilmente interpretadas por um usuario que
ndo seja especialista, ajudam o professor a observar, analisar e tomar decisées com 0
objetivo de fomentar o engajamento na sala de aula. Este artigo possibilita a realizagéo
de uma andlise da aprendizagem dos alunos por meio de técnicas de machine learning,
no entanto s6 possibilita sua implementacdo com a participacdo de um especialista, ou
seja, ndo ha um protétipo de plataforma intuitiva que permita que leigos facam a analise
dos estudantes.

Hutagaol et al. (2019) analisam e medem a correlacdo entre indicadores
demograficos e desempenho académico para prever a possibilidade de evaséo do aluno
usando os classificadores k-NN, Naive Bayes e arvores de decisdo com o objetivo de
encontrar a melhor solugéo de modelagem na identificagcdo de alunos com possibilidade
de abandono. Os resultados foram superiores ao combinar os algoritmos citados com o
meta-classificador Boosting. Além disso, obtiveram a melhor acurécia de cerca de
98,82% usando este método que foi testado por validacdo cruzada com 10 iteracdes (10-
fold cross validation). Hutagaol et al. (2019) utilizam algoritmos de classificacdo para
identificar alunos com chances de evasdo, porém nao apresentam um método capaz de
analisar o risco de abandono por meio de uma plataforma.

Fernandez-Garcia et al. (2020) introduzem uma abordagem que ndo apenas prevé
o risco de evasdo escolar ou desempenho dos alunos, mas também propGem medidas para
ajudar alunos e instituicbes de ensino. O objetivo € maximizar as taxas de permanéncia
na graduacéo, construindo um sistema de recomendacao para auxiliar os alunos na sele¢édo
das disciplinas. Para tanto, sdo utilizadas técnicas de mineracdo de dados e algoritmos de
classificacdo, como Random Forest (RF), support vector machine (SVM) e logistic
regression (LR). Os autores utilizam algoritmos de classificacdo, obtendo bons
resultados, mas ndo apresentam uma plataforma intuitiva para que gestores escolares
possam realizar as analises, limitando apenas a especialistas.

Na pesquisa de Nagy e Montolay (2018) também s&o avaliados e empregados
varios algoritmos de classificacdo para identificar alunos com risco de evasdo. Apesar de
ndo proporem medidas para solucionar o problema, apresentam uma plataforma de
suporte a decisdo baseada em dados para utilizagdo de gestores escolares e demais
interessados. O modelo que apresentou melhor precisdo foi 0 SVM (Support Vector
Machine). Mesmo apresentando uma plataforma de suporte a tomada de decisdo, ela ndo
tem o objetivo de realizar a predigdo da possibilidade de evasao.
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Sani et al. (2020) desenvolvem trés modelos de aprendizagem de maquina, a
saber: &rvores de decisdo, RF (Random Forest) e redes neurais artificiais com o objetivo
de prever o risco de evasdo de alunos com renda baixa nas universidades da Malasia. Na
andlise de desempenho realizada, o algoritmo RF supera os outros dois modelos em
termos de acuracia, precisdo e recall. Apesar dos bons resultados alcancados, o trabalho
em questdo ndo apresenta nenhum tipo de método que permita a predi¢do da evasdo por
meio de uma plataforma de apoio a gestao escolar.

Perchinunno et al. (2019) utilizam técnicas de mineragdo de dados, incluindo
algoritmos de classificacdo. Foram utilizados métodos de classificacdo supervisionados
para identificar o perfil dos alunos com maior probabilidade de evasdo através das
informacdes relacionadas ao desempenho dos estudantes no ensino médio. Nesta pesquisa
ndo foi criado nenhum tipo de método com base em um framework que permita o
desenvolvimento de um modelo preditivo para evasao escolar.

A Tabela 5 descreve os trabalhos relacionados diferenciando-os de acordo com o
propdsito, dados trabalhados, algoritmos utilizados e projeto de implementacdo de

plataforma.
- Dados Algoritmos
Trabalho Propésito Trabalhados Utilizados Plataforma
Barreto Identificar padrdes nos dados de Dados Arvores de Nao
(2019) alunos evadidos de cursos académicos e Deciséo e implementa
superiores por meio da aplicacdo | socioecondmi- | CN2 Rule plataforma.
de técnicas de mineracdo de oS Induction
dados, utilizando como estudo de
caso 0 campus Campos Centro do
Instituto Federal de Educacéo,
Ciéncia e Tecnologia Fluminense.
Freitas et al. | Realizar a automacédo do processo | Dados Arvores de Desenvolve
(2020) de previsdo por um método capaz | socioecondmi- | Decisdo, uma
de obter informacdes que seriam c0S Regressdo plataforma
dificeis e demoradas para Logistica, baseada na
humanos obter, contribuindo para Support tecnologia
uma previsdo mais precisa. Vector de Internet
Machine das Coisas.
(SVM), KNN
e Multilayer
Perceptron
Camacho et | Utilizaram Internet das Coisas, Dados Arvore de N&o € criada
al. (2020) porém explorando tecnologias de | Académicos Decisdo uma
rastreamento e vestiveis com o plataforma
objetivo de realizar uma analise intuitiva de
de aprendizagem dos alunos. Nos predicéo da
experimentos realizados em evaséo.
escolas séo identificados
diferentes padr@es de
comportamento dos alunos,
mostrando o progresso e
participacdo dos mesmos.
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- Dados Algoritmos
Trabalho Propdsito Trabalhados Utilizados Plataforma
Hutagaol et | Analisar e medir a correlagéo Dados KNN, Naive N&o cria
al. (2019) entre indicadores demograficose | académicose | Bayese uma
desempenho académico para demogréficos | Arvore de plataforma.
prever a possibilidade de o aluno Deciséo
evadir usando os algoritmos de
classificacéo.
Fernandez- Introduzir uma abordagem que Dados Random Néo
Garcia et al. | ndo apenas prevé o risco de académicos Forest, SVM e | desenvolvem
(2020) evasdo escolar ou desempenho Logistic uma
dos alunos, mas também propdem regression plataforma
medidas para ajudar alunos e intuitiva.
instituicdes de ensino.
Nagy e Empregar e avaliar varios Dados Arvore de Proposta de
Montolay algoritmos de aprendizado de académicos Deciséo, uma
(2018) maquina para identificar alunos Random plataforma
com risco de evasdo. Forest, de suporte a
Logistic tomada de
Regression, deciséo e
KNN e Naive | desenvolvim
Bayes ento de um
framework.
Sani et al. Desenvolver trés modelos de Dados Arvore de N&o ha uma
(2020) aprendizagem de maquinacom o | socioecondmi- | Decisdo, plataforma.
objetivo de prever o risco de c0S Random
evasdo de alunos com renda baixa Forest e Redes
nas universidades da Malésia. neurais
artificiais
Perchinunno | Implementar métodos de Dados Random Sem
etal. (2019) | classificacdo supervisionados para | académicos Forest desenvolvi-
identificar retrospectivamente o mento de
perfil dos alunos com maior plataforma.

probabilidade de evasdo através
das informac6es relacionadas ao
desempenho dos estudantes no
ensino médio.

Tabela 5: Trabalhos Relacionados.

Fonte: Autor.
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4. MATERIAIS E METODOS

Este capitulo trata dos materiais e métodos existentes na pesquisa. Na Secéo 4.1
sdo apresentados os métodos do desenvolvimento desta pesquisa. Na Secdo 4.2 €
introduzido o framework escolar desenvolvido a partir do método elaborado. A Se¢édo 4.3
descreve o0s passos e ferramentas utilizadas no desenvolvimento do modelo de
classificacdo. Por fim, a Secdo 4.4 apresenta as tecnologias que serdo usadas na criagdo
do prototipo da plataforma.

4.1 Métodos da Pesquisa

Para uma melhor organizacdo dos processos desenvolvidos em cada etapa desta
pesquisa, foi elaborado um diagrama de processos por meio do software Bizagi. A
notacdo selecionada foi a Business Process Model and Notation (BPMN) devido ao seu
diferencial de apresentar um modelo para publicos-alvo distintos, a versatilidade de
modelar situacdes diferentes no processo, além de apresentar uma grande quantidade de
simbolos (ABMP, 2013). A Figura 13 apresenta 0S macroprocessos que representam o
método proposto neste trabalho.

Disertacao

Tine” Oe C0C% paTY

de Sa
— . maeter um Modelo de .

prevsic ce easso

Figura 13: Macroprocessos da dissertagao.
Fonte: Autor

O primeiro macroprocesso representa a extracdo de dados da base académica de
ensino. Em sequida, as etapas de mineracdo de dados sdo executadas para manter um
modelo de previsdo de evasdo. Nesse ponto, havera sempre o questionamento se esta no
momento de atualizar o modelo. Se sim, serdo extraidos novos dados da base académica.
O modelo deve ser atualizado sempre que houver uma atualizacdo na base de dados, em
geral sem que finalizar um semestre e iniciar outro.

A seguir, serdo apresentadas as tarefas existentes dentro de cada macroprocesso.
O primeiro, chamado de “Extrair dados de base académica de institui¢ao de ensino”, pode
ser visualizado na Figura 14.
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Figura 14: Primeiro Macroprocesso.
Fonte: Autor.

O processo da Figura 14 se inicia com a tarefa de selecionar dados da base.
Primeiramente, a base selecionada para desenvolvimento do modelo de classificacdo foi
extraida do trabalho de Barreto (2019) que considera dados dos semestres 2017.2, 2018.1,
2018.2 e 2019.1 dos cursos de tecnologia, bacharelado e licenciatura de uma instituicdo
de ensino federal. Esta base de dados, inicialmente, possuia 923 registros e 44 atributos.
Entretanto, foram feitas algumas modificacBes nas etapas de pré-processamento e
transformacéo dos dados, como eliminacdo de alguns registros duplicados, excluséo de
atributos considerados ndo relevantes e melhoria nos registros de alguns atributos para
facilitar a implementacao dos algoritmos.

Foram identificados 99 registros duplicados que foram excluidos da base, restando
824. Quanto aos atributos, foram descartados atributos redundantes, irrelevantes, isto é,
que néo influenciaram nos resultados ou que tinham uma quantidade muito pequena de
registros. A relacdo de atributos retirados e 0 motivo sdo apresentados na Tabela 6.

Atributo Motivo de retirada
ano_letivo_ini Irrelevante
COD_NACIONALIDADE Irrelevante
Desc_Renda_Per_Capita_SIG Redundante
Desc_Sit_matricula Redundante
Desc_Sit_matricula_Periodo Redundante
Desc_Tip_Forma_Ingresso_Matricula_Periodo Irrelevante
GRAU_PARENTESCO_RESPONSAVEL Irrelevante
N_FILHOS Poucos registros
necessidade_auditiva Poucos registros
necessidade_fisica Poucos registros
necessidade_mental Poucos registros
necessidade_multipla Poucos registros
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Atributo Motivo de retirada
necessidade_visual Poucos registros
outras_necessidades Poucos registros

PAI_FALECIDO Poucos registros
Periodo_Let Redundante
Periodo_letivo_ini Redundante

TIPO_RESPONSAVEL Poucos registros
Semestre Irrelevante

Tabela 6: Atributos retirados.
Fonte: Autor

Por fim, apos as alteracOes realizadas na base de dados, restaram 24 atributos,
descritos na Tabela 7.

Atributo Tipo de Dado Dominio
Ano Concluséo 1° Grau numeérico Valores inteiros entre 1976 a 2013
Ano Conclusdo 2° Grau numérico Valores inteiros entre 1979 e 2018
Periodo Letivo Inicial categorico Valores entre 2002/1 e 2018/2
Coeficiente de rendimento numeérico Valores reais entre 0 e 10
Avrea da Escola de Origem categorico Urbana ou rural
Cor categorico Branco, pardo, preto, ;E?;iin; ’amarelo ou “Nao quis
Tipo de Curso categorico Licenciatura, bacharelado ou tecnologia

Bacharelado em Engenharia de Controle e Automagéo,
Bacharelado em Sistemas de Informac&o, Licenciatura
em Ciéncias da Natureza, Licenciatura em Geografia,
Descrigdo do curso categorico Licenciatura em Letras, Licenciatura em Matematica,
Tecnologia em Design Gréfico, Tecnologia em
Manutenc¢do Industrial e Tecnologia em Sistemas de
Telecomunicacgdes

Estado Civil categorico Unido estavel, casado, solteiro ou divorciado

Estado Civil Pais categorico Unido estavel, casado, solteiro ou divorciado

Vestibular — Ampla Concorréncia, Vestibular — Cota,
Transferéncia Externa, Transferéncia Interna,

Forma de ingresso categorico Portadores de Diploma, Sisu — Cota, Sisu - Ampla
Concorréncia e Sisu - PCD
2 a 3 salérios, 1 a 2 salérios, 3 a 5 salarios, 5a 10
Renda familiar categorico salarios, 10 a 20 salarios, Até 1 salario e Mais de 20
salarios
Menos de 1 salario minimo, 2 salarios minimos, 1
- . - salario minimo, 3 salarios minimos, De 5 a 6 salérios
Renda familiar per capita categorico P -~ . -
minimos, 4 salarios minimos e De 7 a 10 salérios
minimos.
Tipo de Escola no 2° Grau categorico Plblica Municipal, Pablica Estadual, Pablica Federal ou
Privada
Turno categorico Noturno, matutino, vespertino e integral
Periodo numérico Valores inteiros entre 1 e 10
Mae Falecida categorico Sim ou nédo
Pai Falecido categorico Sim ou ndo

Sexo categorico Fou M
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Atributo Tipo de Dade Dominio
;'gzﬂgslﬁ?;irg g(;)gglgsria numérico Valores inteiros entre 1 e 38
Possui graduacéo categdrico Sim ou Néo
Possui pds graduacéo categorico Sim ou Néo
Idade numérico Valores inteiros entre 19 e 66
Situagdo categdrico Concluinte ou evadido

Tabela 7: Atributos da base de dados.
Fonte: Autor

Na Tabela 7, a coluna Atributo apresenta os nomes de cada atributo, a coluna Tipo
de dado apresenta o tipo de representagdo do atributo, que pode ser categérico ou
numérico, e a coluna Dominio descreve o0s possiveis valores de cada atributo. O atributo
classe, ou seja, aquele que identifica se um aluno evadiu ou concluiu o curso, esta
identificado como Situacéo (o ultimo atributo). Em relacdo ao atributo classe, existem
455 registros do tipo concluinte e 369 do tipo evadido.

Além da base utilizada do trabalho de Barreto (2019) com algumas modificacoes,
foram gerados dados do semestre 2019.2 da mesma instituicdo de ensino federal,
considerando os mesmos cursos. A base foi extraida de acordo com o framework
desenvolvido para o método (Secédo 4.2), pois ela deve ter os mesmos atributos da base
de treinamento, ou seja, aqueles que estdo definidos no framework. Com isso, as duas
bases foram unificadas para utilizacdo no estudo de caso do modelo de classificacéo.

O proximo macroprocesso € o de execucgdo das atividades de mineracdo de dados
para manter um modelo de previsdo da evasdo. A Figura 15 apresenta as tarefas que
ocorrem dentro desta etapa.

~

Ak
' Executar os

algoritmos para
analisar oz
resultagos

-
P

-
ik

mplementar e
manter o modelo de
previsao de evasao

Selecionar o
algertmo de
melhor desempenho

Executar etapas de mineracio de dados

Figura 15: Segundo Macroprocesso.
Fonte: Autor.

Primeiramente, deve-se executar os algoritmos para analisar os resultados por
meio do desenvolvimento de um modelo preditivo, explicado com mais detalhes na Sec¢éo
5.3. Na sequéncia, apds testes com os algoritmos de classificacao, o algoritmo que obtiver
melhor desempenho preditivo, de acordo com as métricas de avaliagdo apresentadas na
Tabela 1, deve ser selecionado para geracdo do modelo. Por fim, vem a tarefa de
implementar e manter o modelo de previsdo de evasdo. Essa tarefa consiste em
realimentar a base de dados de treinamento com dados de novos periodos letivos e
atualizar o modelo de previsao da evasdo, realizando uma nova avaliagéo de desempenho.
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4.2 Framework Escolar

A fim de tornar o método desenvolvido nesta pesquisa mais consistente e
replicavel, foi elaborado um framework escolar, onde, ao seguir o que foi inserido nele, é
possivel implementar um modelo de previsdo da evasdo escolar. O framework foi
desenvolvido por meio de um modelo conceitual, ou diagrama de classes, criado no
software Astah?. O modelo conceitual tem o objetivo principal de prover um mecanismo
capaz de auxiliar no processo de identificacdo das classes de objetos do dominio do
problema utilizando a Linguagem de Modelagem Unificada (UML — Unified Modeling
Language). Segundo Booch et al. (2005), UML é uma linguagem gréafica para
visualizacdo, especificacdo, construcdo e documentacdo de artefatos de sistemas de
software. O framework foi gerado com base nos dados utilizados em Barreto (2019),
porém considerando também a possibilidade de aplica-los a outras instituicfes de ensino
superior. Portanto, foram analisados tanto cursos ofertados atualmente na instituicdo de
onde foram extraidos os dados (Barreto, 2019), quanto cursos existentes em outras
instituicoes.

A Figura 16 apresenta o modelo conceitual que foi gerado como representacao do
framework escolar. Nele, observa-se que o curso do aluno, que pode ser das areas de
bacharelado, licenciatura ou tecnologia, de acordo com as generalizagdes do modelo, esta
vinculado a uma instituicdo de ensino e, além disso, estd diretamente associado aos
atributos dos alunos que devem ser gerados para desenvolvimento do modelo preditivo
por meio da base de dados. Nota-se que cada atributo é extraido num determinado tipo de
dados, como float, int e boolean e, para funcionamento adequado do modelo, 0s mesmos
devem ser preservados.

Uma vez que o framework foi desenvolvido contemplando a possibilidade de ser
aplicado em vérias instituicdes de ensino superior, existem herangas e hierarquias de
classes que ddo margem a possibilidade de inclusdo de novos cursos ao modelo
conceitual. Observa-se na Figura 16 que a partir das superclasses Licenciatura,
Tecnologia e Bacharelado podem ser acrescentados quaisquer outros cursos dentro destas
modalidades de graduacdo, caso a instituicdo oferte algum curso diferente dos
apresentados. Além disso, ha também a superclasse Instituicdo que permite que sejam
colocadas novas instituicdes no modelo desde que contenham somente os atributos
citados na classe Aluno.

Os atributos existentes na classe Aluno sdo os mesmos apresentados na Tabela 6,
cujos critérios de escolha também foram comentados anteriormente. Além disso, eles
foram utilizados para a elaboracdo do modelo e, portanto, sdo fundamentais para o
funcionamento do modelo de previsdo da evasdo. Resumidamente, o framework prevé a
incluséo de novas institui¢des e cursos nas modalidades definidas, desde que os atributos
sejam mantidos.

2 www.astah.net
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Figura 16: Framework escolar.

Fonte: Autor.
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4.3 Modelo Preditivo

O modelo de previsdo da evasdo foi gerado com a biblioteca scikit-learn® e a
linguagem de programagao Python, por meio da plataforma Google Colaboratory*. Duas
bases de dados foram unificadas e utilizadas como estudo de caso para geracdo e
validacdo do modelo preditivo, onde foi realizado o experimento. Uma das bases é a
mesma utilizada por Barreto (2019), porém com algumas alteracdes em registros e
atributos, como remocao de registros repetidos e atributos ndo relevantes, de acordo com
a andlise de uma especialista no dominio. Esta base, com 24 atributos e 824 registros,
contém dados de alunos do ensino superior de uma instituicdo de ensino federal, onde sdo
considerados os semestres 2017.2, 2018.1, 2018.2 e 2019.1. A segunda base possui dados
de cursos da mesma instituicdo federal, porém extraidos do semestre 2019.2. A base
possui 0s mesmos 24 atributos e 282 registros. Com isso, unificando as duas bases,
obteve-se um total de 1.106 registros.

Considerando que, para alguns registros, a base apresentava informacoes faltantes
para alguns atributos, foi necessario resolver este problema por meio do complemento
dessas informaces através dos mais frequentes dentro do mesmo atributo. Para avaliar o
modelo, foi utilizada a técnica de validagdo cruzada estratificada k-fold, em que a base de
dados é dividida em k particbes de (aproximadamente) mesmo tamanho. Nesta
dissertacdo, foi adotado k = 10. Dessa forma, sdo realizadas 10 avaliacdes em que, a cada
avaliacdo, uma particdo é usada para teste e as nove restantes (k — 1) sdo usadas para
treinamento. Ao final, para obter o desempenho do modelo preditivo, é calculada a média
das 10 avaliagdes para cada métrica apresentada na Tabela 1. Os algoritmos testados para
geracdo do modelo foram: Decision Tree, Random Forest, Support Vector Machine,
Logistic Regression e Multilayer Perceptron, implementados nas classes
DecisionTreeClassifier, RandomForestClassifier, LinearSVC, LogisticRegression e
MLPClassifier da biblioteca scikit-learn, respectivamente.

Para todos os algoritmos foram utilizados os valores padrdo de seus parametros,
exceto para DecisionTreeClassifier e RandomForestClassifier, que foram definidos os
valores 10 e 8, respectivamente, para o parametro max_depth, e para LogisticRegression,
que foi definido o valor 10.000 para o pardmetro max_iter. O algoritmo utilizado esta
disponivel no repositrio GitHub®.

5.4 Proto6tipo da Plataforma

O desenvolvimento do protétipo da plataforma é uma das etapas finais desta
pesquisa. Foi desenvolvido o prot6tipo da tela utilizando a biblioteca de desenvolvimento
Web Python chamada Django. A escolha da mesma € fruto de alguns beneficios
importantes relatados em Django (2021), a saber:

e Como o modelo preditivo foi desenvolvido em Python, o fato de a plataforma
Web também utilizar esta linguagem facilita integracdo das duas etapas para
que a ferramenta funcione de forma correta;

e Possui dezenas de tarefas comuns ja prontas para serem reutilizadas, como por
exemplo autenticacdo de usuério, administracdo de contetdo, mapas de site,
entre outras.

3 https://scikit-learn.org
4 https://colab.research.google.com
5> https://github.com/atilacarvalhojr/ModelodeClassificacao/blob/main/Algoritmo
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¢ Django também ajuda a evitar erros de seguranga comuns e proporciona
escalabilidade aos sistemas, ou seja, consegue oferecer capacidade de
expansdo de um sistema sem perda do seu desempenho.

A figura 17 apresenta a tela da interface Web da plataforma ja desenvolvida,
restando a integracdo da mesma com o modelo preditivo criado que ficara para trabalhos
futuros.

Bem-vindo ao Academic Intelligence

Uma plataforma colaborativa de apoio so enzine

Faca upload da base de dados Insira dados de um aluno

Procurar arquivo (Idade

(Disténcia da Instituigdo

(Renda Familiar

(Ano de Término do Ensino Médio

L W S T

(CR no Ensino Médio

(8] 4

Figura 17: Protétipo da plataforma Web.
Fonte: Autor.
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5. RESULTADOS

Os resultados da pesquisa foram gerados a partir do desenvolvimento de um
experimento. As bases de dados de uma instituicdo federal foram unificadas com o intuito
de serem utilizadas como estudo de caso e o modelo de classificagdo foi aplicado com o
objetivo de identificar o algoritmo com melhor desempenho.

Para desenvolvimento da etapa de mineragdo de dados, foram utilizados para
treinamento e validacdo do modelo de predicédo de evasdo, dados do sistema académico
de uma instituicdo de ensino federal referentes aos semestres 2017.2, 2018.1, 2018.2 e
2019.1 oriundos da pesquisa de Barreto (2019) com algumas modificacdes e o0 periodo de
2019.2, como mencionado no Capitulo 4. A base completa contém 24 atributos e 1.106 e
registros. Destes, 697 correspondem a alunos que evadiram e 517 se referem a estudantes
que concluiram a graduac&o.

Os algoritmos de classificacdo identificados nos trabalhos relacionados foram
avaliados a partir da base de dados selecionada para analisar os resultados e escolher o
que apresentar o melhor desempenho preditivo, a saber: i) Random Forest, ii) Support
Vector Machine, iii) Logistic Regression, iv) Multilayer Perceptron e v) Decision Tree.

A Tabela 8 apresenta os resultados em termos de acurdcia e Fl-score. Os
resultados apontam Logistic Regression como o melhor classificador, com acuracia de
92,09% e 91,94% de F1-score. E interessante observar que Decision Tree, que costuma
ser uma escolha comum na geracdo de modelos preditivos em geral, apresentou o pior
desempenho, com acurécia de 90,44% e 90,30% de F1-score.

Algoritmo Acuracia F1-score
Logistic Regression 92,09% 91,94%
Multilayer Perceptron 91,85% 91,70%
SVM 91,10% 90,94%
Random Forest 91,02% 90,78%
Decision Tree 90,44% 90,30%

Tabela 8: Resultados em termos de acuracia e F1-score para os algoritmos avaliados.
Fonte: Autor.

A Figura 18 apresenta o grafico da avaliacdo para o algoritmo com melhor
desempenho geral, Logistic Regression, em que 0 eixo y corresponde ao valor de F1-score
e 0 eixo x se refere a particdo de teste avaliada. O grafico indica que todas as 10 particdes
de teste avaliadas obtiveram F1-score acima de 90%, exceto a sexta avalia¢do, que parece
ter ocorrido overfitting, isto €, 0 modelo se ajustou demais aos dados de treinamento, com
F1-score de aproximadamente 96%, enquanto a avaliacdo na parti¢ao de teste apresentou
F1-score de aproximadamente 88%.
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Conforme apresentado, a avaliacdo em cada particdo de teste apresenta um
determinado valor de F1-score. Com isso, também é possivel analisar os acertos a partir
da matriz de confusdo. A matriz de confusdo ajuda a compreender melhor a eficacia do
algoritmo. Para tanto, foram geradas duas matrizes de confusdo, onde uma é referente a
particdo 8 (Figura 19), ou seja, aquela que apresentou o melhor desempenho preditivo, e

outra € referente a particdo 6 (Figura 20), com pior desempenho.

Ao analisar a matriz de confuséo da particdo com melhor desempenho (Figura 19),
observa-se que um caso que na realidade era concluinte foi classificado como evadido e

cinco casos de alunos que evadiram foram classificados como concluintes.

Valor Predito

Concluinte [Evadido
—= |Concluinte 51 1
& |Evadido 5 64

Figura 19: Matriz de confuséo da particdo com melhor desempenho.

Fonte: Autor

J& a Figura 20, apresenta a matriz de confusdo referente a particdo que gerou o
pior desempenho. Nota-se que quatro casos de alunos que concluiram foram classificados

como evadidos e 10 alunos que evadiram foram classificados como concluintes.

Valor Predito

Concluinte [Evadido
= |Concluinte 47 4
& |Evadido 10 60

Figura 20: Matriz de confusdo da particdo com pior desempenho.

Fonte: Autor
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6. CONSIDERACOES FINAIS

Neste trabalho, foi desenvolvido um método para previsdo da evasdo no ensino
superior com base em um framework escolar utilizando mineracgdo de dados. Para tanto,
foram utilizados resultados de buscas de documentos nas bases cientificas Scopus, Web
of Science e outras. Como ferramenta de pesquisa, utilizando os termos mineragdo de
dados, aprendizado de maquina, evasao e ensino superior. Apés a aplicacao de alguns
critérios foram selecionados oito documentos.

A pesquisa apresenta como resultado um framework escolar utilizado para
desenvolvimento do modelo preditivo que pode ser replicado em outras instituicdes de
ensino superior desde que mantenha as modalidades de curso e atributos selecionados.

A partir dos resultados, conclui-se que o algoritmo Logistic Regression apresentou
a melhor acuracia e F1-score e deve, portanto, ser utilizado para a constru¢do do modelo
preditivo proposto. Em contrapartida, o algoritmo Decision Tree apresentou o pior
desempenho preditivo.

7. TRABALHOS FUTUROS

Como trabalhos futuros, prop6e-se incorporar o método elaborado nesta pesquisa
na plataforma Web que serd desenvolvida, cujo prototipo ja existe, de modo que os
gestores escolares possam ter acesso a mesma para identificar com maior facilidade
alunos propensos a evadir e realizar os testes necessarios. Em relacdo ao modelo
preditivo, propde-se uma andlise mais criteriosa da avaliacdo, com o objetivo de
identificar os registros classificados incorretamente para refinar a qualidade do modelo
final. Ademais, outro ponto a ser desenvolvido futuramente é a utilizacdo de bases de
dados de diferentes instituices para avaliar o desempenho do modelo em outros
contextos estudantis.

Futuramente, podem ser acrescentados dados da assisténcia estudantil, gerando a
possibilidade de inserir atributos socioeconémicos importantes, como saber se 0 aluno
possui necessidades especiais ou ndo. Além disso, pode ser feito no futuro o planejamento
e a realizacdo de um estudo empirico, onde profissionais ligados a area de gestao escolar
irdo interagir com a plataforma para avaliar os processos de consulta, ou seja, verificando
por meio do modelo desenvolvido os alunos com probabilidade de evaséo.
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